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Resumo: Problemas fitossanitários, como doenças, pragas e plantas daninhas, que competem com as plantas 

cultivadas por recursos e, consequentemente, prejudicam seu pleno desenvolvimento, são responsáveis por perdas 

significativas no setor agrícola, ano após ano. Portanto, conhecer o status sanitário da lavoura é um fator crucial no 

planejamento de ações de manejo, além de embasar políticas públicas de investimento e de proteção, a serem adotadas, 

com o objetivo de prevenir perdas produtivas e de assegurar a segurança alimentar da nação. Quando expostas a esses 

problemas, as plantas ativam respostas de defesa, cujos mecanismos moleculares são muito complexos. Nos estágios 

iniciais de um ataque de pragas ou de uma doença, embora os sintomas ainda não sejam visíveis no dossel, as plantas 

reagem com diferentes mecanismos fisiológicos, tais como a redução da taxa de fotossíntese, que induz a um aumento 

da fluorescência e da emissão de calor. Dessa forma, plantas estressadas produzem uma assinatura espectral que difere 

da assinatura de uma planta saudável. Dentro do Sensoriamento Remoto, inúmeras pesquisas têm estudado a relação 

entre diferentes problemas fitossanitários com a resposta espectral registrada em sensores multi ou hiperespectrais 

(sejam imageadores ou não imageadores, ativos ou passivos e embarcados em plataformas terrestres, aéreas ou 

orbitais). Nesse contexto, o objetivo desta revisão é descrever o estado da arte da tecnologia de Sensoriamento Remoto 

aplicada a aspectos fitossanitários de lavouras, nos níveis de coleta de dados terrestre, aéreo e orbital, envolvendo 

diferentes modalidades de sensores. 

Palavras-chave: Fotogrametria. Drone. Radar de abertura sintética. Agricultura. Estresse vegetal. Resposta espectral. 
 

Abstract: Problems concerning plant health, such as diseases, pests and weeds, which compete with grown plants for 

resources and, therefore, harm their full development, are responsible for significant losses in agriculture, year after 

year. Thus, it is extremely important to know the health status of the crops to plan management actions, in addition to 

serving as a basis for public investment and protection policies, aiming to reduce losses in production and guarantee 

national food security. When exposed to such problems, plants activate defense responses, whose molecular 

mechanism are too complex. In the early stages of pest or disease establishment, although symptoms are not yet 

visible, plants react in a variety of physiological mechanisms, such as reducing photosynthesis, which leads to 

increased fluorescence and heat emission. Thus, stressed plants produce a different spectral signature than that 

produced by healthy plants. In the field of Remote Sensing, a lot of studies have demonstrated the relationship between 

plant health issues and the spectral response registered in multi and hyperspectral sensors (whether imaging or not, 

active or passive and attached to terrestrial, aerial or orbital platforms). Therefore, the objective of this review is to 

describe the state of the art of Remote Sensing technology applied to health status of cultivated plants, at the levels of 

terrestrial, aerial and orbital data collection, using different types of sensors. 

Keywords: Photogrammetry. Drone. Synthetic-aperture radar. Agriculture. Plant stress. Spectral response. 
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1 INTRODUÇÃO 
 

A agricultura moderna fornece calorias além do suficiente para a humanidade, mas cerca de 800 

milhões de pessoas permanecem subnutridas e, aproximadamente, 2 bilhões sofrem de deficiências de 

micronutrientes (TULCHINSKY, 2010). Além disso, projeta-se que a população mundial atinja, em 2050, 

quase 10 bilhões de pessoas, e mais de 11 bilhões em 2100 (UNITED NATIONS, 2017). Consequentemente, 

com o aumento da riqueza, ocorre também maior consumo per capita de carne, açúcares refinados, alcoóis e 

óleos, cuja produção consome mais recursos ou tem valor nutricional limitado do que dietas compostas de 

grãos, legumes, frutas e vegetais (TILMAN; CLARK, 2014). Portanto, há uma pressão crescente sobre a 

agricultura para suprir às necessidades atuais e futuras da população. As projeções indicam que será necessário 

o acréscimo de 70% da produção de alimentos até 2050 para atender às necessidades (GODFRAY et al., 2010). 

Os elementos da segurança alimentar, que abrange a disponibilidade de alimentos (ou seja, produção, 

importação, reservas), acesso físico e econômico aos alimentos, e a utilização de alimentos (ou seja, valor 

nutritivo, segurança) foram revisados, sendo que perdas de safra causadas por pragas e doenças agrícolas 

afetam diretamente esses componentes (INGRAM, 2011; MUTANGA; DUBE; GALAL, 2017). Da escala 

global à local, a produção de alimentos está enfrentando desafios fitossanitários, que têm o potencial de afetar 

contínuas safras na mais ampla variedade de cultivos, resultando em perdas expressivas de rendimento. A fim 

de mitigar os danos causados por doenças nas culturas durante o crescimento, a colheita e o processamento 

pós-colheita, bem como maximizar a produtividade e garantir a sustentabilidade agrícola, a detecção e a 

prevenção avançadas de estressores nas culturas são extremamente importantes, sejam eles pragas, doenças ou 

plantas daninhas. 

Ressalta-se, portanto, que a detecção, o mapeamento e o monitoramento de pragas, de forma precisa e 

oportuna, são fundamentais para a segurança alimentar. Culturas de grande área podem ser monitoradas de 

forma síncrona, e informações de safra em tempo real podem ser obtidas por tecnologias de sensoriamento 

remoto. Essas tecnologias fornecem uma maneira poderosa, rápida e econômica de alcançar o monitoramento 

em tempo real e preciso da colheita, das doenças e das pragas (ZHANG et al., 2019). 

Dessa maneira, o sensoriamento remoto tornou-se uma ciência de extrema importância para a 

agricultura, que permite expandir nossa capacidade de tomada de decisão ao quantificar parâmetros 

agronômicos a partir de informações georreferenciadas com repetitividade e ótimo custo-benefício 

(MUTANGA; DUBE; GALAL, 2017). O princípio básico do sensoriamento remoto é de captar a energia 

eletromagnética refletida pela vegetação ou dossel que pode ser alterada por mudanças ocasionadas por pragas, 

como, por exemplo, nos pigmentos, concentrações químicas, estrutura celular, nutrientes, troca gasosa e 

conteúdo de água que influenciam diretamente na coloração e na temperatura da vegetação (JENSEN, 2009). 

Uma ampla gama de sensores está disponível atualmente, os quais podem ser potencialmente aplicados 

para detectar e monitorar pragas. Sendo classificados segundo Novo (2010) quanto à fonte de radiação, passivo 

ou ativo, esses sensores permitem a aquisição de dados que variam no espectro eletromagnético além das 

conceituadas faixas do visível, infravermelho próximo e termal, analisando de raios gama a micro-ondas. 

Nesse processo, conexões entre metodologias de sensoriamento remoto e teorias fitossanitárias foram 

reforçadas, melhorando assim nossa compreensão do sistema agrícola em todos os aspectos, a partir de 

avançados métodos estatísticos multivariados que têm como característica principal a extração e a modelagem 

dos dados espectrais, incluindo algumas novas técnicas de processamento de sinal e algoritmos de machine 

learning. Os resultados e os modelos desses métodos estatísticos não podem ser aplicados sem se analisar a 

metodologia utilizada para a obtenção dos dados, pois a escala de observação, o tipo de vegetação, as bandas 

espectrais e a sofisticação dos modelos variam, sendo que cada procedimento e sensor requer otimização 

específica. Para tanto, fatores como localização geográfica, tipo de vegetação e as condições de iluminação 

para o momento da aquisição de dados devem ser levados em consideração na escolha do método de análise 

(ZHANG et al., 2015). Além disso, fatores como resolução espacial, resolução espectral, repetibilidade 

temporal dos dados de reflectância influenciam profundamente a qualidade dos dados espectrais e, portanto, a 

capacidade de desenvolver modelos e algoritmos de classificação robustos e confiáveis (NANSEN, 2016). 

Nesta revisão, com base em uma completa análise e levantamento de literatura, resumiram-se as 

realizações de pesquisa de ponta na área do sensoriamento remoto, aplicadas para monitorar pragas de plantas, 
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incluindo as potenciais tendências futuras e os desafios dessas técnicas. O restante desta revisão está 

estruturado da seguinte maneira: a seção 2 fornece as definições e a base teórica na área do sensoriamento 

remoto; a seção 3 identifica e descreve trabalhos com sensores multiespectrais; a seção 4 examina trabalhos 

utilizando sensores hiperespectrais, enquanto a seção 5 aborda os trabalhos com sensores ativos, do tipo Radio 

Detection And Ranging (RADAR) e Light Detection And Ranging (LIDAR). Por fim, a seção 6 apresenta uma 

discussão dos avanços e desafios dessa técnica. Destaca-se que não se priorizou alguma cultura em especial, 

mas a relevância do trabalho, levando-se em consideração algoritmos de classificação própria da base de dados. 

Também, majoritariamente, utilizaram-se artigos publicados em periódicos científicos revisados por pares. 

 

2 DEFINIÇÕES E BASE TEÓRICA 
 

Em um contexto geral, o Sensoriamento Remoto define-se pela aquisição da informação espacial em 

multiescala (espectral, temporal e espacial) por ondas eletromagnéticas. As ondas eletromagnéticas, ou 

radiação eletromagnética (REM), é o meio pelo qual a informação é transferida do objeto ao sensor. A REM 

pode ser definida como uma forma dinâmica de energia que se manifesta a partir de sua interação com a 

matéria. A REM é gerada por fontes naturais como o Sol ou a Terra, ou por fontes artificiais, como, por 

exemplo, o Radar (NOVO, 2010). 

Os objetos da superfície terrestre, como a vegetação, a água e o solo, refletem, absorvem e transmitem 

radiação eletromagnética em proporções que variam com o comprimento de onda, de acordo com suas 

características biofísicas e químicas (FLORENZANO, 2011). Cada objeto tem sua curva singular de energia 

no espectro eletromagnético, que é conhecida como assinatura espectral do objeto. Esse caráter pode ser 

aplicado para identificar os objetos com suas assinaturas espectrais singulares. Geralmente, um conjunto de 

valores de energia em certas bandas-chave, em determinado objeto detectado pelos sensores de satélite é usado 

para identificá-lo e separá-lo de outros objetos (LIU, 2015). 

Na análise do comportamento espectral, Colwell (1974) afirma que as folhas são os elementos da 

vegetação que mais contribuem para o sinal detectado por sensores, influenciada principalmente pela 

morfologia interna (distribuição, quantidade de tecidos e espaços intercelulares), pelo tipo e pela quantidade 

de pigmentos fotossintetizantes, característicos de cada espécie. 

Conceitualmente, os sensores passivos captam a energia eletromagnética natural ou artificial que é 

refletida ou emitida por objetos que se encontram na superfície física terrestre; em contrapartida, os sistemas 

ativos não são dependentes da energia eletromagnética do Sol, ou das propriedades termais da Terra, 

apresentando sua própria fonte de energia (JENSEN, 2009). 

De forma geral, os dados de sensoriamento remoto multiescala aplicados às culturas agrícolas são 

obtidos sob diferentes condições ambientais, definindo variações que podem afetar os resultados de 

classificações, conduzindo a níveis de acurácia insatisfatórios. A qualidade da informação produzida está 

vinculada, também, aos processamentos aplicados aos dados provenientes de diferentes sensores remotos 

(MARTINS et al., 2017). 

A resolução espacial está relacionada diretamente com a capacidade de amostragem dos sensores e, 

indiretamente, com o nível de aquisição de dados. Dados medidos in situ ou em laboratório, com campo de 

visada restrito, conseguem capturar condições específicas da folha, enquanto sensores imageadores, instalados 

em plataformas remotas, determinam uma área de amostragem maior na superfície terrestre. Por incorporar, 

em uma única imagem, a resposta espectral de vários alvos, como o solo e as plantas, imagens aéreas ou orbitais 

podem indicar a distribuição e a proporção dos diferentes elementos que compõem uma cultura agrícola. Ou 

seja, a partir da caracterização espectral das culturas sadias e aquelas infectadas, dados multiescala de 

sensoriamento remoto permitem inferir graus de sanidade para as plantas (MARTINS et al., 2017). 

A integração de diferentes tipos de dados de sensoriamento remoto obtidos em multiescala, com vistas 

ao monitoramento e ao mapeamento de culturas agrícolas infectadas por parasitas, encontra-se em constante 

avanço. Isso ocorre devido à grande quantidade de dados obtidos por intermédio de plataformas terrestres, 

aéreos e orbitais, disponibilizando produtos radiométricos oriundos de fontes diversas (ASHOURLOO et al., 

2013). 



Rev. Bras. Cartogr, vol. 73, n. 2, 2021                            DOI: http://dx.doi.org/10.14393/rbcv73n2-56597 

   

 492 

Neste contexto, os sistemas multiespectrais registram a energia refletida ou emitida de um alvo da 

superfície física terrestre em múltiplas bandas do espectro eletromagnético de ondas curtas. Conceitualmente, 

os sensores registram a energia no comprimento de onda óptico, medida em nanômetros, que é refletida, 

espalhada, transmitida ou absorvida pelas camadas mais exteriores de folhas e de galhos do dossel da cultura 

vegetal. Dependendo da resolução espacial, é comum obter-se pouca informação sobre as características 

internas do dossel, e menos ainda sobre as características superficiais do solo, abaixo do dossel. 

Atualmente, uma série de novos sensores multiespectrais instalados em plataformas espaciais incluem 

bandas espectrais específicas e apropriadas para monitorar atividades agrícolas. Sensores embarcados em 

satélites, como RapidEye e o WorldView 2 e 3, dispõem de uma banda espectral no vermelho limítrofe, a qual 

é capaz de detectar variações sutis de clorofila nas folhas e de fornecer informações sobre a estrutura e a 

condição sanitária da vegetação (ADELABU; MUTANGA; ADAM, 2012). Além do mais, índices de 

vegetação, calculados a partir da reflectância das bandas do infravermelho próximo e do vermelho limítrofe, 

podem fornecer estimativas mais precisas da concentração de clorofila do que no Normalized Difference 

Vegetation Index (NDVI), derivado da reflectância da banda do vermelho centrada no intervalo de absorção 

da clorofila a e b entre 660 e 680 nm (CHO et al., 2012). 

Em adicional, os sistemas hiperespectrais coletam dados em centenas ou em milhares de bandas, 

podendo ser instalados em plataformas terrestres, conhecidos como espectrorradiômetros, ou em plataformas 

aéreas e orbitais, como sistemas imageadores. Os dados hiperespectrais possibilitam uma caracterização 

minuciosa e detalhada de alvos agrícolas, podendo assim determinar intervalos espectrais específicos para 

detecção de doenças e de sintomas relacionados a patógenos em lavouras diversas sob condições 

características. Além do mais, podem ser utilizados na calibração de sensores remotos, além de fornecer dados 

espectrais únicos que contribuem na extração de informações baseadas em dados gerados por sensores remotos 

multiespectrais e hiperespectrais (MARTINS et al., 2017). Os sensores remotos ativos geram sua própria 

energia eletromagnética, que é transmitida do sensor para a superfície do terreno e é pouco afetada pela 

atmosfera, onde interage com os objetos produzindo um retroespalhamento da energia, que é registrada pelo 

receptor do sensor remoto. Os sistemas de sensoriamento remoto ativos mais amplamente utilizados incluem: 

RADAR, LIDAR e Sound Navigation and Ranging (SONAR). 

Dos três sistemas, o RADAR é o mais amplamente utilizado para estudos de vegetação e dos sistemas 

agrícolas. A energia de micro-ondas ativas pode penetrar o dossel em profundidades variadas, dependendo de 

variáveis como: modo, frequência, polarização e do ângulo de incidência do sistema de RADAR. A energia de 

micro-ondas responde a objetos situados na estrutura da vegetação que tenham tamanhos de centímetros até 

de decímetros. É importante identificar a relação entre os componentes do dossel e como eles influenciam no 

retroespalhamento de RADAR (JENSEN, 2009). 

No momento em que o RADAR envia um pulso de energia de micro-ondas com polarização horizontal 

ou vertical em direção a um conjunto de árvores, ele interage com os componentes presentes e espalha parte 

da energia de volta para o sensor. A quantidade de energia recebida é proporcional à natureza da energia 

enviada (suas frequência e polarização) e depende da ocorrência ou não de despolarização do sinal pelos 

componentes do dossel, de quanto o sinal penetra no dossel, e se ele, eventualmente, interage com a superfície 

do solo (JENSEN, 2009). 

Neste segmento, diferentes estudos são direcionados para se monitorar quantitativamente a 

distribuição espacial, a biomassa, a produtividade primária bruta e líquida, e as condições das comunidades 

globais de vegetação, especialmente das florestas. Além de áreas florestais, também áreas agrícolas, como 

destacado por Uppala et al. (2016), que indicam que o sensoriamento remoto de micro-ondas, pode oferecer 

uma abordagem atraente para determinar a variabilidade espacial de diferentes características de cultura 

agrícolas. 

Em termos de estudos fitossanitários, que serão abordados em maiores detalhes na seção 5, as 

diferentes polarizações e maior resolução espacial (10 m) como a do sensor embarcado no satélite Sentinel 1 

A e B, a imagem de RADAR, proveniente de antenas de abertura sintética, pode fornecer alguns dos parâmetros 

biofísicos relacionados à sanidade da cultura agrícola, tais como: conteúdo de água do dossel, identificação de 

varietal de cultivares resistentes a doenças, biomassa por componente (folhagem, troncos de ordem superior e 
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tronco principal), estrutura do dossel (índice de área foliar verde), orientação da folha, geometria e distribuição 

espacial dos troncos e dos galhos principais, tamanho e distribuição angular dos troncos e galhos (BETBEDER; 

FIEUZAL; BAUP, 2016). 

O Synthetic Aperture Radar (SAR) é originário da tecnologia RADAR, um sistema de detecção 

utilizado em diversas áreas, como na aeronáutica e na meteorologia. Este baseia-se na emissão e na recepção 

de pulsos de ondas eletromagnéticas (OEM) criados artificialmente. A partir do eco gerado pela interação 

dessas ondas com o terreno, ou com outros elementos, é possível extrair grande quantidade de informações, 

como medir distâncias, altitudes, direções e velocidade (RICHARDS, 2009). O SAR é um tipo de RADAR de 

visão lateral, que mede a distribuição espacial da reflectividade das micro-ondas emitidas na superfície 

iluminada. Além disso, transmite um pulso e mede o tempo e a intensidade do eco refletido que retorna para 

ele (ex: medidas de amplitude e de fase). Nele, a relação entre a energia de micro-ondas incidente e a refletida 

captada pelo sensor, é denominada retrodispersão (MORAN et al., 2002). 

Assim, como o RADAR, os sensores do tipo LIDAR também são capazes de mensurar atributos de 

culturas agrícolas. O instrumento LIDAR consiste em um sistema de controle, transmissor e receptor. Quando 

a plataforma que comporta o sistema se move pulsos de luz laser (comprimentos de ondas curtas), eles são 

direcionados ao terreno por um espelho com varredura perpendicular à trajetória, ao passo que a energia 

retroespalhada retorna ao sensor, formando a imagem (JENSEN, 2009). Em aplicações florestais, com o 

sistema LIDAR, é possível monitorar elementos estruturais, como a biomassa da vegetação, o volume e a 

qualidade da madeira. A Figura 1 exibe um exemplo de cada modalidade de sensores, anteriormente citados, 

que podem ser adaptados para uso em RPA. 

 

Figura 1 – Exemplos de sensores: Sensor óptico multispectral DLS-2, (Micasense, EUA) (a); Sensor óptico 

hiperespectral HSC-2, (Senop Optronics, Finlândia) (b); Sensor ativo LIDAR Corner Solid State, (Ibeo Automotive 

Systems, Alemanha) (c) e Sensor ativo RADAR ARX-408 (Continental Engineering Services, Alemanha) (d). 

  

  
Fonte: Micasense (2020); Senop (2020); Ibeo Automotives (2020); Continental Corporation (2020). 

 

De forma geral, os dados de sensoriamento remoto multiescala, aplicados às culturas agrícolas são 

obtidos sob diferentes condições ambientais e de imageamento, definindo variações que podem afetar os 

resultados de classificações, conduzindo a níveis de acurácia insatisfatórios. A qualidade da informação 

produzida está vinculada, também, aos processamentos aplicados aos dados provenientes de diferentes 

sensores remotos. 

 

3 SENSORES MULTIESPECTRAIS 
 

Esta seção do artigo tem como objetivo tratar do uso de sensores multiespectrais em aspectos 

(a) (b) 

(c) (d) 
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fitossanitários nas culturas agrícolas. Esses aspectos são aqueles nos quais agentes como insetos, ácaros, 

nematoides, fungos, bactérias, vírus e plantas daninhas levam à ocorrência de estresse de natureza biótica e, 

consequentemente, à redução da produtividade ou até a perda total da produção. Neste contexto, serão 

apresentados alguns conceitos sobre estresse biótico e a respectiva detecção destes, utilizando-se de sensores 

multiespectais e RGB, embarcados em plataformas orbitais e aéreas. No caso de plataformas aéreas, o enfoque 

foi em RPAs, tendo-se em vista que, na agricultura, há predominância do uso desta plataforma com relação a 

aeronaves tripuladas. 

Sensores multiespectrais são sensores passivos, na faixa óptica e termal do espectro eletromagnético, 

imageadores ou não. Na atualidade, são de varredura eletrônica, compostos por dispositivos como CCD 

(charge-coupled device) ou CMOS (complementary metal-oxide semiconductor). Inicialmente, na 

Fotogrametria, as câmeras eram analógicas, e a energia luminosa era registrada nos filmes fotográficos, e toda 

a energia oriunda do alvo era integralizada em todo o seu espectro, dentro da sensibilidade do filme, que podia 

abranger o espectro visível ou infravermelho próximo. Dessa forma, informações particulares entre a resposta 

espectral do alvo com uma banda espectral específica não podiam ser identificadas (NOVO, 2010). Nas 

câmeras fotográficas, tornaram-se digitais, estas continuaram a integralizar o espectro eletromagnético dentro 

da faixa do visível ou do infravermelho, conforme o sensor. Destaca-se que essas câmeras são também 

compostas por dispositivos CCD ou CMOS. Câmeras digitais que registram o espectro visível podem ser 

denominadas de sensores RGB (Red/Green/Blue). 

A vantagem dos sensores multiespectrais digitais deve-se ao fato de uma mesma imagem ser 

registradas, simultaneamente, em várias regiões do espectro eletromagnético, podendo, dessa forma, registrar 

aspectos da resposta espectral de diferentes alvos, em comprimentos de banda específicos. A maior parte dos 

programas de sensoriamento remoto espaciais utiliza sensores multiespectrais; inclusive, o primeiro sensor 

multiespectral, o MSS (Multispectral Scanner System), desenvolvido em 1970, foi utilizado na plataforma 

Landsat 1 (lançado em 1972) ao Landsat 5 (lançado em 1984). O MSS registrava informações espectrais em 

quatro bandas distintas (verde, vermelha e duas bandas do infravermelho próximo). 

Em termos de plataformas, os sensores podem estar embarcados em plataformas orbitais, aéreas ou 

terrestres. No caso das orbitais, são as missões espaciais com o lançamento de satélites de observação da Terra. 

As plataformas aéreas podem ser aeronaves tripuladas ou não tripuladas, denominadas de Aeronaves 

Remotamente Pilotadas (Remotely Piloted Aircraft Systems - RPA). Na atualidade, as RPAs têm tido muito 

destaque, tendo-se em vista a facilidade e o baixo custo de aquisição e operação. As plataformas terrestres, na 

área agrícola, poderiam ser tratores, máquinas agrícolas, quadriciclos ou, ainda, veículos terrestres não 

tripulados especialmente projetados (ROSALEN, 2015). 

Com relação às missões espaciais e aos respectivos sensores multiespectrais, atualmente, destacam-se 

a missão Landsat 8, sensor OLI (Operational Land Imager); Sentinel 2A/B, sensor MSI (Multispectral 

Instrument); SPOT 6 e 7, sensor NAOMI; CBERS 4A (parceria sino-brasileira), sensores MUX (câmera 

multiespectral); WFI (Câmera de Campo Largo), e WPM (Câmera Multiespectral e Pancromática de Ampla 

Varredura). Além destas, pode-se destacar, também, a plataforma RapidEye, especialmente desenvolvida para 

monitoramento agrícola. Esta foi adquirida pela BlackBridge e depois pela Planet Labs, que suspendeu a 

operação da constelação RapidEye, em abril de 2020. A Planet Labs opera constelações de nanossatélites 

(CubSat) de média (constelação Frock) e de alta resoluções (constelação SkySat) com grande potencial para 

monitoramento agrícola (SABINS; ELLIS, 2020; INSTITUTO NACIONAL DE PESQUISAS ESPACIAIS, 

2020). 

Quanto aos sensores embarcados em RPAs, devido às limitações de carga útil que uma RPA de Classe 

3 pode transportar (microvants, de acordo com a ANAC), os mais comuns são as câmeras digitais com boa 

resolução espacial e sensíveis à faixa do visível (sensores RGB). Algumas dessas câmeras possibilitam 

intercambiar as lentes do sistema óptico, de maneira a permitir o registro do infravermelho próximo ou outra 

faixa, conforme o índice de vegetação que se desejava calcular, como o NDVI (Normalized Difference 

Vegetation Index), que podem ter papel fundamental na realização de diagnósticos da ocorrência de pragas, 

doenças ou de estresses de outra natureza, em diferentes culturas agrícolas. Posteriormente, desenvolveram-se 
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sensores multiespectrais adequados à RPA de pequeno porte, assim como sensores ativos de tecnologia LIDAR 

(Light Detection And Ranging) (ROSALEN et al., 2017). Ainda dentro deste contexto, sensores hiperespectrais 

passaram também a ser desenvolvidos e adaptados para uso em RPA; porém, geralmente são maiores e exigem 

acessórios que elevam o payload, implicando montagens mais caras e de maior massa. Além disso, são os 

sensores mais caros e a análise de dados requer mais tempo e experiência, limitando dessa maneira seu uso a 

projetos específicos de pesquisa (IOST FILHO et al., 2020). Destaca-se que existe ampla gama de sensores 

embarcados em RPA descritos em literatura (AASEN et al., 2018). 

O estresse, originalmente, relacionava-se ao conceito da Mecânica, no qual uma força externa atuava 

sobre um corpo. Esse conceito pode ser aplicado em certos estresses de natureza biótica em plantas, os quais 

são mensuráveis em termos físicos, como o potencial de água nas plantas. Porém, para estresses de outras 

naturezas e, especialmente, os de origem biótica, o estresse não pode ser reduzido a medidas físicas. Dessa 

forma, em termos mais genéricos, poder-se-ia definir o estresse como um afastamento das condições 

fisiológicas ideais (PETERSON; HIGLEY, 2001). Dessa forma, partindo-se do pressuposto de que plantas sob 

estresse terão alterações fisiológicas e, consequentemente, sua resposta espectral será também alterada, 

técnicas de sensoriamento remoto podem ser utilizadas para relacionar a resposta espectral com diferentes 

agentes causadores de estresse. 

Dentro de agentes estressores de natureza biótica, têm-se os artrópodes-praga (insetos e ácaros), vírus, 

bactérias e fungos causadores de doenças, além da ocorrência de plantas daninhas; ou, ainda, uma associação 

entre esses diferentes agentes. Por exemplo, infestações por artrópodes induzem respostas fisiológicas das 

plantas, causando alterações na capacidade de realizar a fotossíntese, o que leva a alterações na reflectância 

foliar, detectadas em algumas faixas espectrais (IOST FILHO et al., 2020). 

Uma vez registrada a resposta espectral, a análise dos dados é realizada. Essa análise pode ser realizada 

de diferentes maneiras, como estudo de bandas de absorção, picos de reflectância, profundidade de bandas e 

cálculo de índices de vegetação, dentre outras. Neste contexto, o processamento de dados oriundos de sensores 

multiespectrais é muito mais rápido quando comparado ao processamento de dados hiperespectrais; porém, 

pode levar a resultados de menor qualidade na detecção de estresse biótico, como os provocados por 

artrópodes-praga (YANG et al., 2009). 

Também se deve destacar que a automação da análise de dados e sua respectiva análise em tempo real 

podem agilizar a detecção de áreas de interesse (hotspots). Isto é, uma RPA pode detectar, em tempo real, áreas 

cultivadas que estejam sob estresse e em conjunto com outros sistemas (RPA e/ou veículos terrestres não 

tripulados aplicadores), atuando na mitigação dos efeitos de estresse sobre a produtividade agrícola, como no 

caso de infestação por plantas daninhas (HUNTER III, 2019). 

Em termos de índices de vegetação, existem índices de caráter estrutural, bioquímicos e fisiológicos 

(relacionados com estresse), e índices específicos para a detecção de pragas, como afídeos (insetos de aparelho 

bucal picador-sugador) e doenças. O Quadro 1 ilustra alguns exemplos. Outros índices podem ser encontrados 

em Prabhakar, Prasad e Rao (2012). 
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Quadro 1 – Exemplos de índices de vegetação. R: reflectância e comprimento de onda correspondente (nm). 
Índice Equação Características Referência 

Normalized Difference 

Vegetation Index- 

NDVI 

(R800-R670)/(R800+R670) 

Índices de caráter estrutural 

relacionado a produção de biomassa 

Rouse et al. (1974) 

Modified red edge 

Normalized Difference 

Vegetation Index - 

mNDVI 

(R750-R705)/(R750+R705-

2.R445) 
Sims e Gamon (2002) 

Chlorophyll 

Absorption Ratio 

Index - CARI 

[(R700-R670)-0,2.(R700-

R550)] 

Índices de caráter bioquímico 

relacionado a pigmentos (clorofila) 

Kim (1994) 

Modified Chlorophyll 

Absorption 

Reflectance Index - 

MCARI 

[(R700-R670)-0,2.(R700-

R550)].(R700/R670) 
Daughtry et al. (2000) 

Chlorophyll Green - 

CI 
(R415-R435)/(R415+435) Barnes (1992) 

Disease Water Stress 

Index 2 
R1660/R550 

Utilizado para detecção de doenças 

na cultura da cana-de-açúcar 
Apan et al. (2004) 

Aphid Index – AI (R761-R908)/(R712-R719) 

Utilizados para a detecção de 

afídeos 

Mirik et al. (2006a) 

Damage Sensitive 

Spectral Index-2 - 

DSSI2 

(R747-R901-R537-

R572)/(R747-R901)+(R537-

R572) 

Mirik et al. (2006b) 

Fonte: Os autores (2021). 

 

Pode-se inferir que índices estruturais estão relacionados à biomassa e ao Índice de Área Foliar - IAF 

(Leaf Area Index - LAI), e poderiam ser utilizados para a detecção de injúrias provocadas por insetos de 

aparelho bucal mastigador que reduzem a área foliar, como lagartas desfolhadoras da soja, tais como a lagarta-

da-soja [Anticarsia gemmatalis (Hübner)], lagarta-falsa-medideira [Pseudoplusia includens (Walker)] e 

Helicoverpa armigera (Hubner) (Lepidoptera: Noctuidae), enquanto índices bioquímicos relacionados à 

clorofila poderiam ser relacionados a injurias de insetos de aparelho bucal picador-sugador, como o complexo 

de percevejos que atacam a cultura da soja. Também, índices fisiológicos e relacionados a estresse biótico 

poderiam ser referentes a infestações, em suas fases iniciais, visto que as plantas, ao serem infestadas, podem 

ter alterações em sua fisiologia, inclusive emitindo complexos voláteis, como indicam alguns trabalhos 

(KOST; HEIL, 2006; SHRIVASTAVA et al., 2010; PINTO-ZEVALLOS et al., 2013; RIFFEL, 2015). 

Com relação aos artrópodes-praga, há diversos trabalhos que procuraram correlacionar infestação e 

resposta espectral em diferentes culturas. Por exemplo, o estudo potencial do uso de imagens multiespectrais 

RapidEye na detecção e na discriminação de áreas infestadas pelo besouro-da-raiz, Migdolus fryanus 

(Westwood) (Coleoptera: Cerambycidae), assim como de nematoides na cultura da cana-de-açúcar 

(MARTINS; GALO, 2014). Por meio da plataforma Sentinel-2, banda 5 (vermelha de borda), banda 4 

(vermelha), banda 3 (verde) e banda 12 (SWIR 2), Kumbula et al. (2019) identificaram áreas sob infestação 

de Coryphodema tristes (Drury) (Lepidoptera: Cossidae) em áreas de Eucalyptus nitens, na África do Sul, 

utilizando o modelo Mexent com variáveis preditoras de bandas espectrais, índices de vegetação e 

combinações. 

Já Severtson et al. (2016), através de um sensor multiespectral (6-channel Tetracam miniature 

multicâmera array, Tetracam, EUA) embarcado numa RPA, detectaram a suscetibilidade ao pulgão-verde, 

Myzus persicae Sulzer (Hemiptera: Aphididae), na cultura da canola (Brassica napus L. var oleífera), com 

acurácia de classificação de 69 a 100%, em função da data de amostragem e da altura de voo. Destaca-se que, 

nesse estudo, as infestações por pulgões aconteceram de forma natural, sendo estes amostrados em campo para 

verificação da classificação remota. 

Ainda dentro da família de afídeos, foi possível, através da classificação de imagens multiespectrais 

(bandas do infravermelho próximo, vermelho e verde), separar áreas infestadas pelo pulgão-russo, Diuraphis 

noxia (Kurdjumov), de áreas infestadas pelo pulgão-dos-cereais, Schizaphis graminum (Rondani) (Hemiptera: 
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Aphididae), na cultura do trigo (Triticum aestivum L.). Destaca-se que o sensor utilizado foi o MS3100-CIR 

(Duncan Tech, EUA), embarcado em veículo aéreo pilotado (altura de voo de 1.500 m). Para a diferenciação 

das áreas, utilizou-se de métricas de padrões de espacialização (BACKOULOU; ELLIOTT; GILES, 2016). Já 

o pulgão da cana-de-açúcar, Melanaphis sacchari (Zehntner) (Hemiptera: Aphididae), é uma das principais 

pragas do sorgo (Sorghum bicolor L.); dessa forma, utilizando o mesmo sensor e a mesma aeronave, foi 

possível identificar e delimitar áreas infestadas, obtendo-se acurácia geral da classificação em torno de 89 a 

96% (BACKOULOU et al., 2018). 

Em termos de lagartas, a lagarta-do-pinheiro ou Pine processionary moth (PPM), [Thaumetopoea 

pityocampa (Denis & Schiffermüller) (Lepidoptera: Notodontidae)] alimenta-se das folhas de coníferas, 

causando elevadas taxas de desfolhação. Neste contexto, os autores utilizaram o sensor multiespectral Sequoia 

(Sensefly/Parrot, França), bandas do infravermelho próximo, vermelho e verde, e o sensor RGB PC300S (DJI, 

China) para geração de ortomosaico, embarcados em RPA modelo Phantom 3 (DJI, China). Para a classificação 

de áreas sob infestação, os índices NDVI (Normalized Difference Vegetation Index) e o ExG (Green Index) 

foram utilizados com acurácia geral de 81,8% (CARDIL et al., 2019). 

Um sistema de visão de máquina (Machine Vision Systems – MVS) multiespectral foi desenvolvido 

para detecção de artrópodes-praga em folhas. Neste, optou-se pelo registro 3D dos dados na forma de nuvens 

de pontos, e os resultados obtidos para 12 diferentes pragas alcançaram uma acurácia aceitável (LIU 

HUAJIAN; CHAHL, 2018). Em outro trabalho, no desenvolvimento de um MVS, utilizaram-se espectros do 

ultravioleta, azul, verde, vermelho e infravermelho próximo, com registro, também, na forma 3D; destaca-se 

que esse MVS desenvolvido pôde ser utilizado num sistema robótico em movimento para a inspeção de plantas 

(LIU HUAJIAN; LEE SANGHEON; CHAHL, 2018). 

Utilizando-se de RPA modelo S800 EVO Hexacopter (DJI, China), equipado com sensor RGB de alta 

resolução EOS 5DS-R (Canon, Japão), sensor multiespectral RedEDGE (MicaSense, EUA) e sensor 

hiperespectral Nano-Hyperspec (Headwall Photonics, EUA), os autores desenvolveram uma metodologia para 

a predição da ocorrência de filoxera, Daktulosphaira vitifoliae (Fitch) (Hemiptera: Phylloxeridae) em 

vinhedos. Neste trabalho, obteve-se um modelo digital de vigor, obtido a partir do desenvolvimento e da 

avaliação de índices de vegetação. Também se determinou a assinatura espectral de plantas infestadas e 

demonstrou-se a possibilidade de, a partir de dados hiperespectrais, detectar plantas infestadas sem a 

ocorrência de sintomas visíveis (VANEGAS et al., 2018). 

A seguir, são apresentados trabalhados relevantes quanto ao uso de sensores multiespectrais no manejo 

de doenças que afetam culturas agrícolas. Nas últimas décadas, a queima bacteriana das rosáceas (Fire Blight 

- FB), causada por Erwinia amylovora, foi reconhecida como uma das doenças mais perigosas das macieiras 

e pereiras do mundo, sendo seu diagnóstico precoce muito importante para o manejo da doença. Em termos 

nacionais, a queima bacteriana das rosáceas, devido à sua importância, sua prevenção em termos de introdução 

e de disseminação são medidas de grande importância para a produção nacional de maçã. 

Neste contexto, Bagheri (2020) utilizou sensor multiespectral ADC-Microcâmera (Tetracam, EUA) 

embarcado em RPA, para avaliar diferentes índices de vegetação, sendo que o SIPI (Structure Intensive 

Pigment Index), RDVI (Randomized Difference Vegetation Index), MCARI1 (Modified Chlorophyll 

Absorption Ratio Index 1) , MCARI2 (Modified Chlorophyll Absorption Ratio Index 2), TVI (Triangular 

Vegetation Index), MTVI1 (Modified Triangular vegetation Index 1), MTVI2 (Modified Triangular vegetation 

Index 2), TCARI (Transformed Chlorophyll Absorption and Reflectance Index), PSRI (Plant Senescence 

Reflectance Index) e ARI (Anthocyanin Reflectance Index) foram adequados para a detecção precoce da 

doença, com acurácia geral em torno de 95%. 

Jarolmasjed et al. (2019) obtiveram dados normalizados de condutância estomática, adquiridos por 

meio de um sistema fotossintético portátil LI-6800 (LI-COR Biosciences, EUA), dados de imagem coletados 

por sensor RGB PowerShot SX260HS (Canon, Japão), sensor multiespectral FM50-25 (Floatagraph 

Technologies, EUA) e reflectância espectral visível no infravermelho próximo adquiridos pelo sistema de 

detecção hiperespectral SVC HR-1024i (Spectra Vista Corporation, EUA). Esses dados foram avaliados para 

estimar a progressão da infecção pela queima bacteriana das rosáceas em macieiras jovens. Os dados 
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multiespectrais foram coletados a partir de duas escalas, a 7 m de AGL (Above Ground Level) utilizando o 

veículo agrícola Gator XUV590i (John Deere, EUA) e a 100 m de AGL, com RPA ARF OktoXL 6S12 

(velocidade de voo de 0,5 m s-1) da HiSystems GmbH (Alemanha). Os dados RGB e hiperespectrais foram 

coletados in loco, sendo os hiperespectrais através de um clip de folha. Posteriormente, foram determinados 

os índices GNDVI (Green Normalized Difference Vegetation Index), NDER (Normalized Difference Red 

Edge) e NDVI (Normalized Difference Vegetation Index). Os dados indicaram que as bandas espectrais 

específicas podem ser usadas para avaliar a gravidade da doença causada pela patologia em programas de 

melhoramento de maçãs e, potencialmente, como ferramenta de detecção precoce para auxiliar em sistemas de 

produção. 

Destaca-se que Greening (Huanglongbing) é uma doença de grande importância na citricultura, e dessa 

forma, os autores utilizando-se de sensor multiespectral (bandas vermelha, verde, azul, vermelho de borda e 

infravermelho próximo) embarcado em RPA, identificaram árvores de citros doentes com 81,75% de acurácia 

(DADRASJAVAN et al., 2019). 

A brusone em trigo (Triticum aestivum), causada por Magnaporthe oryzae Triticum infesta folhas e 

espigas de trigo. Os sintomas da brusone nas espigas são bem identificáveis em campo, daí essa patologia ser 

também denominada de branqueamento de espiga; porém, os sintomas da folha são geralmente inconspícuos. 

Imagens multiespectrais foram coletadas pelo sensor RedEDGE-M (Micasense, EUA), embarcado em RPA, 

numa altura de voo de 15 m (velocidade de 2 m s-1), com amostragens de até 58 dias após a inoculação da 

brusone em plantas de trigo. Os autores utilizaram os índices NDVI (Normalized Difference Vegetation Index), 

NDRE (Normalized Difference Red Edge), GNDVI (Green Normalized Difference Vegetation Index), GRVI 

(Green Ratio Vegetation Index), OSAVI (Optimized Soil-adjusted Vegetation Index) e 1-gvp (nongreen  

vegetation pixels). A gravidade dos sintomas em espiga apresentou bons resultados em termos de precisão e 

acurácia utilizando o índice 1-gvp, em níveis de infecção de moderadamente baixos a altos (GONGORA-

CANUL et al., 2020). 

Destaca-se que as características de um dossel são cruciais para determinar com precisão e segurança 

a quantidade de calda a ser aplicada em vinhedos. Porém, a variabilidade da cultura em campo implica  

dificuldade do estabelecimento de uma taxa ideal para toda área, fazendo-se necessárias aplicações a taxa 

variada. Dessa forma, os autores desenvolveram um sistema de suporte à decisão para geração de mapas de 

aplicação a taxa variada em vinhedos. Esses mapas foram construídos a partir de sensor multiespectral 

RedEDGE embarcado no RPA DroneHEXA (Dronetools SI., EUA) (CAMPOS et al., 2020). 

No caso de infestação de áreas agrícolas por plantas daninhas, um dos objetivos da utilização do 

sensoriamento remoto, neste contexto, é a identificação de reboleiras e, portanto, na diferenciação de espécies 

dentro da área. Essa diferenciação, em termos gerais, possibilita a identificação e posterior controle de áreas 

nas quais as plantas daninhas estejam competindo em termos de nutrientes, luz, etc. Além da competição direta, 

a infestação pode provocar danos indiretos, como proporcionar áreas nas quais ocorrem espécies vegetais que 

possam servir de hospedeiros para pragas ou patógenos. 

Neste contexto, pode-se citar um estudo no qual os autores, por um período de três anos, utilizando 

sensor multiespectral MS-2100 (Geospatial Systems, EUA), determinaram índices de vegetação que melhor 

diferenciasse plantas de folhas largas de plantas de folhas estreitas, e em qual dessas categorias os percevejos 

manchados do algodão [Lygus lineolaris (Hemiptera: Miridae)] preferiam como hospedeiras. Essa 

diferenciação permitiu que fosse realizado o controle das plantas daninhas com herbicida e, dessa forma, se 

reduzisse a população do percevejo no período agrícola (SUDBRINK et al., 2015). 

Para classificar e identificar áreas sob infestação de plantas daninhas de áreas cultivadas, os autores 

utilizaram, com sucesso, o algoritmo LEGION (Locally Excitatory Globally Inhibitory Oscillatory Network 

Model) aplicado na classificação de imagens multiespectrais coletadas por sensor RGB TCS34725 (TAOS, 

EUA) e pelo sensor NIR versão 230218 (Tetracam, EUA), embarcados na RPA Phantom 4 (DJI, China) 

(MATEEN; ZHU, 2019). 

Métodos de fusão de imagens obtidas em diferentes sensores podem possibilitar melhorias no processo 

de classificação. Neste contexto, os autores propuseram novo método, baseado em redes neurais, para a fusão 
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de imagens RGB (sensor Powershot D20, Canon, EUA) com imagens multiespectrais (sensor RedEDGE, 

Micasense, EUA) embarcados em RPA (Zeta FX-61 Phantom, Hobbyking, China) para identificar plantas 

daninhas Gramineae na cultura do arroz. Os dados foram coletados 50 dias após a emergência do arroz, numa 

altura de voo de 60 a 70 m. Utilizaram-se os índices NDVI (Normalized Difference Vegetation Index) e NGRDI 

(Normalized Green–Red Difference Index). A fusão das imagens RGB e multiespectrais apresentou melhores 

resultados, com índice de acerto entre 70 e 80%, além de consumir metade do tempo de processamento de 

imagens não fundidas (BARRERO; PERDOMO, 2018). 

Em outro trabalho, os autores classificaram somente imagens RGB (sensor SODA, SenseFly/Parrot, 

Suiça), obtidas a partir do recobrimento aéreo com RPA (eBee Plus RTK, SenseFly/Parrot, Suiça), em campos 

de aveia. Nesse trabalho utilizaram-se os índices NGRDI (Normalized Green–Red Difference Index), GLI 

(Green Leaf Index), VARI (Visual Atmospheric Resistance Index), BI (Brightness Index), CI (Colour Index) e 

RI (Redness Index). Dos quatro algoritmos de classificação avaliados no trabalho, o método automático de 

classificação, baseado em objeto, utilizando o índice NGRVI, alcançou a maior acurácia de classificação de 

plantas daninhas (valor de 89 em termos gerais) (GAŠPAROVIĆ et al., 2020). 

As plantas daninhas Brachiaria decumbens, Cynodon dactylon e Amaranthus viridis representam 

problemas fitossanitários de importância na cultura da cana-de-açúcar (Saccharum officinarum). Dessa forma, 

através de sensor multiespectral embarcado em RPA coletaram-se dados para a identificação de áreas de cana-

de-açúcar infestadas por essas plantas daninhas. As bandas utilizadas foram infravermelho próximo, vermelho 

de borda, vermelho e verde. Para a classificação das imagens, foi utilizada uma regressão logística multinomial 

sob a estrutura GAMLSS (Generalized Additive Model for Location, Scale and Shape). Os resultados 

indicaram que a área experimental de 4,47 ha revelou 27% de plantas daninhas, 57% de cana e 16% de solo; 

portanto, o uso de herbicida poderia ser reduzido de 84% para 27% (RIGHETTO et al., 2019). 

 

4 SENSORES HIPERESPECTRAIS 

 

Esta seção do artigo tem como objetivo apresentar o uso de sensores hiperespectrais no monitoramento 

fitossanitário de culturas agrícolas. Como apresentado anteriormente, os principais problemas fitossanitários 

são decorrentes de seres vivos que competem com as plantas cultivadas por recursos, ou prejudicam seu 

desenvolvimento, por meio de herbivoria ou de infecções. São apresentados nesta seção os trabalhos mais 

recentes nesta área (últimos 5 anos), incluindo artrópodes-praga, plantas invasoras e fitopatógenos, publicados 

em periódicos científicos de grande divulgação. 

Levando em consideração aspectos práticos e econômicos, os sensores hiperespectrais levam 

desvantagem, por serem, geralmente, mais caros e complexos para se utilizar. Nesse sentido, vale o princípio 

de se entender o objetivo do sensoriamento em cada caso e avaliar o custo-benefício da utilização de um sensor 

que, embora mais caro e trabalhoso, gere uma riqueza de detalhes muito superior em relação ao sensoriamento 

multiespectral. 

O primeiro passo para a utilização de sensoriamento remoto no monitoramento fitossanitário é a 

decisão da escala em que se deseja coletar as informações. As principais escalas em que se pode trabalhar são: 

tecido vegetal, folhas, plantas individuais e dosséis (THOMAS et al., 2018). Estudos em escala de tecido e 

folhas são geralmente conduzidos em laboratório, como pesquisa básica, ao passo que estudos em escala de 

plantas e dosséis tendem a ser realizados em casas de vegetação e em campo, como pesquisa prática para 

validar os resultados obtidos na etapa anterior. 

Assim como os multiespectrais, sensores hiperespectrais podem ser embarcados em plataformas 

orbitais, aéreas ou terrestres. Apesar de menos comuns, é possível encontrar trabalhos científicos baseados em 

dados hiperespectrais coletados em plataformas orbitais, como o sensor Hyperion da plataforma orbital Earth 

Observing-1 - EO-1 (NASA, EUA), que opera na faixa espectral de 400-2.500 nm, com resolução espectral de 

10 nm em 220 bandas, e espacial de 30 metros. Apesar de ter sido desativado em 2017, suas imagens ainda 

estão disponíveis, com acervo desde o ano 2000. 

A maior parte dos estudos é realizada em nível terrestre, com sensores utilizados em bancadas ou 
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manipulados pelos próprios pesquisadores. Essa forma de coleta de dados é conhecida como espectroscopia e 

tem como característica a coleta de uma riqueza de detalhes do alvo em função da alta resolução espacial 

(ADÃO et al., 2017). Ou seja, essa técnica é mais utilizada para coleta pontual de informação, de alvos como 

a área de uma folha, por exemplo.  

Por outro lado, um dos desafios na utilização do sensoriamento hiperespectral é justamente o 

tratamento e a análise da grande quantidade de dados gerados. Um problema típico é a redundância de resposta 

de bandas tão próximas, o que pode afetar a qualidade da análise. Assim, um desafio atual para a análise de 

dados espectrais é o desenvolvimento de computadores ainda mais rápidos e de dispositivos de armazenamento 

de dados com maior capacidade (CABALLERO; CALVINI; AMIGO, 2020). Ressalta-se que muitos esforços 

têm sido realizados nesse sentido, de modo a minimizar o grau desse desafio, dentre os quais se podem citar a 

computação paralela, em rede, além do desenvolvimento de algoritmos mais sofisticados. 

A técnica de imageamento hiperespectral em nível orbital é menos utilizada para monitoramento de 

lavouras. Os principais motivos são os problemas relacionados às resoluções espacial e temporal e, às 

condições ambientais. Quanto ao tamanho da cena, com uma resolução espectral de 30 m, por exemplo, um 

pixel pode apresentar informação de grande quantidade de plantas, ou até mesmo de mais de uma espécie de 

plantas ao mesmo tempo, sendo esse fato descrito como informação espectral misturada nos pixels (JETZ et 

al., 2016; TURNER et al., 2014). Soma-se a esse fato o problema com a redundância de informações das 

bandas mais próximas, descrito anteriormente. 

Por sua vez, o problema relacionado às condições ambientais dá-se em função da alta sensibilidade do 

sensor. Por exemplo, a água absorve energia de duas faixas espectrais do infravermelho de ondas curtas, SWIR 

(short-wave infrared), principalmente próximas a 1.440 nm e 1.930 nm (TIAN; PHILPOT, 2015). Isso leva à 

presença de ruídos nas informações coletadas nesses comprimentos de onda, em função da umidade relativa 

do ar, fazendo com que os dados dessas faixas sejam descartados nas análises. 

Outro desafio relacionado às condições ambientais diz respeito à grande variação a que as assinaturas 

espectrais estão sujeitas, dependendo da exposição de luz. A comunidade científica tem buscado maneiras de 

enfrentar esse desafio, das quais se destacam a melhora nos processos de aquisição dos dados (visando a 

controlar as condições ambientais) e nas metodologias de análises (visando a minimizar os ruídos) (ADÃO et 

al., 2017). Dessa maneira, o desenvolvimento de técnicas robustas de calibragem é essencial para garantir a 

repetitividade dos dados extraídos de uma lavoura ao longo do ciclo de desenvolvimento da cultura (SINGH; 

NANSEN, 2017). Somente assim, será possível identificar eficientemente o comportamento de populações de 

pragas ou o avanço de doenças, tanto pelo tempo, quanto pela distribuição geográfica na lavoura (NANSEN; 

ELLIOTT, 2015). 

As análises dos dados hiperespectrais coletados para monitorar estressores bióticos na lavoura podem 

ser baseadas no conjunto dos dados, em subamostras ou em bandas individuais. A abordagem mais comum é 

baseada na análise do conjunto de dados como um todo, fazendo valer a característica vantajosa do sensor 

hiperespectral de coletar respostas em uma grande quantidade de bandas espectrais. Para tanto, as análises mais 

comuns são do tipo multivariada, com destaque para regressão parcial de quadrados mínimos (Partial Least 

Squares - PLS) (WHETTON et al., 2018; YU et al., 2018), análise dos componentes principais (Principal 

Component Analysis - PCA) (WHETTON; WAINE; MOUAZEN, 2018; LU et al., 2018) além de variogramas 

(NANSEN, 2012) e redes neurais (GOLHANI et al., 2018). Uma maneira de mensurar a qualidade da 

classificação obtida por meio dos dados é a validação cruzada. 

Quanto ao imageamento hiperespectral no monitoramento de pragas, vale ressaltar que o alvo de 

estudos não é propriamente a praga, mas, sim, a alteração no comportamento espectral da planta infectada. 

Uma variedade de trabalhos demonstra que a herbivoria por artrópodes-praga, na vasta maioria insetos, afeta 

negativamente a capacidade das plantas cultivadas de fazerem fotossíntese (KERCHEV et al., 2012).  

Considerando-se que a fotossíntese é um processo bioquímico que envolve a absorção de energia solar 

por pigmentos foliares, é possível correlacionar a infestação de pragas com alteração na quantidade de energia 

absorvida e, consequentemente, refletida. Os pigmentos foliares responsáveis pela maior parte do 

comportamento espectral da vegetação, na região da luz visível, são clorofilas, carotenoides e antocianinas 
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(MISHRA et al., 2017). 

Apesar de a temática sobre o uso da análise do perfil de reflectância de plantas para monitoramento de 

pragas já ter sido discutida e revisada (IOST FILHO et al., 2020; NANSEN; ELLIOTT, 2016), nesses 

trabalhos, não há uma clara distinção entre o monitoramento hiperespectral e as demais modalidades. 

Analisando a cultura do trigo, Shi et al. (2017) estudaram os efeitos de doenças e insetos-praga na alteração 

do perfil de reflectância das plantas. Para tanto, o sensor ASD FieldSpec 4 (Malvern Panalytical, EUA) foi 

utilizado. Diversos índices vegetativos foram utilizados isoladamente e comparados no estudo, por meio de 

validação independente, sendo que nenhum apresentou boa acurácia na distinção de plantas sadias, infestadas 

por pulgões, infectadas por míldio e por ferrugem amarela. No entanto, foi proposta uma análise discriminante 

baseada em índices vegetativos, SVI-based kernell disciminant analysis (SVIKDA), a qual proporcionou clara 

distinção entre os estressores, com a vantagem de reduzir a redundância dos dados hiperespectrais e de 

demandar menos amostras para treinamento e validação. 

Utilizando a mesma base de dados, Zhang et al. (2017) exploraram uma variedade de análises. A 

análise wavelet contínua (CWA) demonstrou capacidade de diferenciação dos estressores superior a técnicas 

de análise espectral convencionais, como análise derivativa dos espectros e análise da remoção contínua das 

feições. 

A eficácia do sensoriamento hiperespectral na diferenciação de plantas de arroz (Oryza sativa) sadias 

e infestadas pela cigarrinha Nilaparvata lugens Stål (Hemiptera: Delphacidae) foi testada, utilizando-se do 

sensor ASD FieldSpec Handheld (Malvern Panalytical, EUA). Esse sensor atua na faixa espectral de 325 a 

1.075 nm, com resolução espectral de 3 nm e intervalo amostral de 1,6 nm. Os autores analisaram uma 

variedade de índices espectrais e, observaram que o índice RVI746/670 apresentou alterações significativas em 

função da infestação (TAN et al., 2019). 

Utilizando o mesmo modelo de cultura, praga e sensor, foi possível observar que a reflectância do 

dossel foi significativamente correlacionada com a infestação da cigarrinha e com a duração da infestação. 

Ainda neste caso, foi estudado o comportamento espectral das plantas infestadas e sadias em função da 

deficiência de nitrogênio. A deficiência nutricional também foi significativamente correlacionada com a 

reflectância do dossel (HUANG et al., 2015). 

De maneira análoga, Nguyen e Nansen (2020) estudaram a relação entre estresse nutricional e 

infestações de larva minadora Liriomyza trifolii Burgess (Diptera: Agromyzidae), em plantas de acelga 

(Brassica rapa L. var. Chinensis) e espinafre (Spinacia oleracea). Nesse estudo, foi utilizado o sensor 

imageador OCI Imager (BaySpec, EUA), que atua na faixa espectral de 460 a 983 nm, em 116 bandas 

espectrais. As análises foram baseadas no espectro da primeira derivativa, com modelos lineares de bandas 

individuais e com classificadores do tipo máquina de vetor-suporte. Os resultados obtidos indicam que, apesar 

de alterações em bandas individuais apresentarem correlação com a infestação, também apresentam correlação 

com o estresse nutricional, sendo impossível separar os estressores. Ao analisar o conjunto de bandas, foi 

possível separar os estressores e classificar com acurácia de 99% as plantas infestadas.  

Tradicionalmente, doenças em plantas cultivadas são classificadas quanto à sua intensidade, 

severidade, incidência e prevalência. Dessa maneira, sensores hiperespectrais têm sido demonstrados como 

ferramenta confiável no monitoramento de tais doenças, em função de sua capacidade de capturar mudanças 

na reflectância foliar de folhas infectadas em comparação às sadias (LOWE et al., 2017).  

Moghadam et al. (2017) estudaram a viabilidade da utilização de imageamento hiperespectral (VNIR 

e SWIR) e técnicas de machine learning para a detecção de Tomato Spotted Wilt Virus (TSWW) em plantas 

de pimentão (Capsicum spp.) cv Warlock, em um sistema automatizado de coleta de dados em intervalos 

regulares após a inoculação do patógeno. A coleta dos dados foi feita em nível proximal, com duas câmeras 

hiperespectrais do tipo push-broom, VNIR A-series e SWIR M-series (Headwall, EUA). A primeira atua na 

região VNIR (400-1.000 nm), em 324 bandas espectrais, enquanto a segunda atua na região SWIR (900-2.500 

nm), com 168 bandas espectrais. Os autores testaram distintas abordagens de análise dos dados, incluindo 

índices vegetativos, modelos probabilísticos e análise do espectro completo. Seus resultados indicam que os 

modelos baseados no espectro completo apresentaram resultados melhores do que as demais abordagens 
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analíticas, sendo que a acurácia obtida foi superior a 90%. Um fato interessante desse trabalho é a indicação 

dos autores de que a acurácia obtida por especialistas na classificação visual das plantas foi de 

aproximadamente 70%, enquanto a análise das imagens hiperespectrais apresentou acurácia superior a 90%. 

A detecção da severidade de infestações de Maize streak virus (MSV) em cultivos de milho (Zea mays) 

foi avaliada por Dhau et al. (2017). O estudo foi realizado em campo, sendo que as folhas sadias e infectadas 

(em diferentes níveis de severidade) foram amostradas com o sensor não imageador ASD FieldSpec-4 

(Malvern Panalytical, EUA), um sensor proximal que tem a faixa espectral de 350 a 2.500 nm, com intervalos 

de amostragem de 1,4 nm e 2 nm para as regiões UV/VNIR (350–1.000 nm) e SWIR (1.000–2.500 nm), 

respectivamente. Uma análise do tipo random forest identificou 5 bandas como ótimas para detectar e 

discriminar diferentes níveis de infecção de MSV em milho, 3 na região visível, uma na região do vermelho 

de borda e uma na região NIR. Posteriormente, a acurácia do monitoramento foi mensurada por meio do 

procedimento de validação cruzada, que indicou acurácia acima de 90% nos variados estágios de severidade 

estudados. 

Na cultura do trigo, uma doença limitante na produção é a mancha-amarela, ou mancha salpicada, 

causada pelo fungo Zymoseptoria tritici. Utilizando o sensor ASD FieldSpec-4 (Malvern Panalytical, EUA), 

foi avaliada a capacidade de detecção e de quantificação da doença em plantas de trigo, em nível de campo, 

por meio de dados hiperespectrais (YU et al., 2018). Os autores utilizaram tanto análises multivariadas, do tipo 

PLS e PLS-DA (discriminant analysis by partial least squares), quanto índices de vegetação para a análise 

dos dados. Os resultados indicaram que o índice vegetativo NDWI, que utiliza informação na região do 

vermelho de borda e na região do SWIR, foi o que melhor discriminou plantas sadias e plantas infectadas, 

sugerindo uma associação entre a infecção e o nível de senescência e o conteúdo hídrico na planta. Ainda, foi 

observado que as bandas mais significativas na discriminação de plantas sadias e infectadas foram nas regiões 

de 520-580 nm, 700-1.300 nm, 1.500-1.580 nm, 1.760-1.800 nm e, 2.100-2.400 nm, com acurácia da 

classificação do modelo na validação cruzada de 93%. 

Considerando a sequência recomendada para estudos dessa natureza, um grupo de pesquisadores 

avaliou o potencial uso de imageamento hiperespectral para mensuração das doenças ferrugem (Puccinia 

striiformis) e fusariose (Fusarium graminearum) nas culturas do trigo (Triticum aestivum) e cevada (Hordeum 

vulgare), com a parte básica de laboratório (WHETTON et al., 2018), seguida pela parte aplicada em campo 

(WHETTON; WAINE; MOUAZEN, 2018). Em laboratório, foi utilizada a câmera do tipo push broom HS 

spectral câmera (Gilden Photonics, Reino Unido), que atua na faixa espectral de 400-1.000 nm, com um 

intervalo de coleta de 7,4 nm. Foram feitas coletas em diferentes intervalos após a infestação e os dados foram 

analisados por meio de análises do tipo PCA e PSLR, que indicaram maior acurácia na mensuração da ferrugem 

em detrimento da fusariose. 

Para a avaliação dos sintomas da infecção de plantas de tomate (espécie) pelo nematoide Meloidogyne 

incognita e a diferenciação de tais sintomas daqueles causados pelo estresse hídrico, foram utilizadas duas 

câmeras do tipo push broom, HySpex VNIR (faixa espectral 400–988 nm) e SWIR (faixa espectral 950–2.500 

nm) (Norsk Elektro Optikk AS, Noruega). Em ensaios realizados em vasos, com coleta de dados próximos ao 

alvo e respectiva análise por meio de PLSDA, os pesquisadores concluíram ser possível diferenciar plantas 

hidratadas de plantas estressadas e plantas com e sem a presença dos nematoides nas duas condições hídricas 

(SUSIČ et al., 2018). Considerando que os sintomas na parte aérea das plantas são os mesmos para esses dois 

estressores, e que a amostragem de nematoides nesse só é feita com a retirada da planta e análise do sistema 

radicular, a técnica de sensoriamento apresentada tem potencial de ser utilizada em campo, gerando economia 

de tempo e de recursos para o agricultor. 

Na cultura do café, Martins et al. (2017) investigaram a possibilidade de discriminação e de 

mapeamento de áreas infectadas por meio de dados espectrais. Para tanto, os autores coletaram dados em 

campo, em plantas com sintomas da infecção por nematoides (cuja presença foi confirmada por análises em 

laboratório de amostras de solo próximas a essas plantas). Os dados hiperespectrais foram coletados em folhas 

retiradas de plantas sadias e infectadas, utilizando-se do sensor FieldSpec HandHeld (Malvern Panalytical, 

EUA), que opera na faixa espectral de 375–1.075 nm, com resolução espectral de 512 e com largura de bandas 
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de 1,6 nm. Esses dados foram comparados com dados multiespectrais retirados do sensor orbital RapidEye, 

que opera em 5 bandas espectrais: (azul: 440–510 nm, verde: 520–590 nm, vermelho: 630–685 nm, vermelho 

de borda: 690–730 nm e infravermelho próximo: 760–850 nm). Os autores concluíram que a análise 

hiperespectral foi capaz de diferenciar plantas sadias de plantas com infecção inicial e severa, principalmente 

na região do infravermelho, ao passo que os dados multiespectrais de nível orbital não foram capazes de 

realizar tal diferenciação. 

Em estudos florestais, essa técnica já foi utilizada para monitoramento de áreas de pinheiros infectadas 

pelo nematoide Bursaphelenchus xylophilus. Esse estudo foi realizado, utilizando-se da câmera VNIR A-series 

(Headwall, EUA), acoplada a uma aeronave tripulada. Após avaliação in loco, ortomosaico gerado a partir de 

imagens RGB e análise dos dados hiperespectrais, os resultados indicam que a distribuição das arvores 

sintomáticas foi a mesma nas três metodologias, porém mais fácil de se atingir, e com maior acurácia, com o 

sensoriamento hiperespectral (QIN et al., 2016). Em uma revisão mais recente sobre este mesmo assunto, são 

abordadas ainda outras maneiras de se adquirir e de se processar esses dados, por exemplo, com sensores 

acoplados a RPAs (WU et al., 2020). 

Por fim, a técnica de imageamento hiperespectral de nível aéreo foi testada, também, no contexto de 

agricultura. Para tanto, o sensor não imageador ASD FieldSpec- 4 (Malvern Panalytical, EUA) foi utilizado 

em nível terrestre, em comparação ao sensor imageador Gamaya OXI VNIR 40 câmera system (Gamaya, 

Suíça) em nível aéreo, acoplado a uma RPA, modelo Solo drone (3D Robotics, EUA), que sobrevoou a área 

de estudo a 80 metros de altura. Esse sensor é composto por duas câmeras individuais que medem 16 bandas 

na região visível e 25 bandas na região do infravermelho. Assim, o sistema opera em 40 bandas na faixa 

espectral de 475 a 875 nm. A cultura investigada foi a beterraba sacarina e, o patógeno em questão, o nematoide 

do cisto Heterodera schachtii. Após análises PCA e validações cruzadas, os autores concluíram que os dados 

hiperespectrais tanto em nível terrestre, quanto em nível aéreo, apesar de não consistentes entre si, foram 

utilizados para diferenciar, com alta eficiência, plantas infectadas de plantas sadias (JOALLAND et al., 2018).  

O sensoriamento remoto hiperespectral aplicado ao monitoramento de plantas daninhas na lavoura é 

baseado na busca pela diferença do comportamento espectral de espécies invasoras, em relação à espécie 

cultivada. Para análises dessa natureza, é comum a utilização de sensores em nível terrestre e orbital. O nível 

de coleta terrestre, com sensores acoplados em tratores, tende a ser o mais desejado por pesquisadores, uma 

vez que a identificação de plantas daninhas em tempo real poderia ser utilizada para fins de pulverização 

dirigida (TITTLE, 2017). 

Tais vantagens seriam a menor dificuldade com correção atmosférica e o georreferenciamento do 

mapa, uma vez que o sensor está muito próximo do solo e, consequentemente, do alvo. Assim, facilita-se a 

sincronização entre o mapa de plantas daninhas, a localização de fato das mesmas e o pulverizador, permitindo 

a pulverização em tempo real (PLANT, 2001; TITTLE, 2017). No entanto, o imageamento hiperespectral 

requer alta capacidade de armazenamento e de processamento de dados. Soma-se a esse fato o valor 

relativamente caro desses sensores. Portanto, essa combinação ainda limita a viabilidade de utilização dessa 

tecnologia acoplada a tratores (UTO et al., 2015).  

Nesse sentido, alguns trabalhos são realizados em laboratório e de forma proximal, com sensores em 

movimento, para simular as condições de coleta de dados em campo, no que diz respeito a distância do alvo, 

velocidade de aquisição, entre outros. No intuito de diferenciar plantas de milho (Zea mays) e plantas daninhas, 

para três espécies distintas (Convulvus arvensis, Rumex e Cirsium arvense), o sensor imageador cmosis 

cmv4000 (Imec, Bélgica), que opera na região do infravermelho, em 25 bandas. entre 601 e 871 nm, foi 

utilizado. Os resultados obtidos indicam que a identificação de plantas de milho é feita com alta acurácia 

(acima de 90%). No entanto, a acurácia na identificação das espécies de plantas daninhas é menor. De um 

ponto de vista prático, esses resultados indicam que a simples separação entre a planta cultivada (milho) e as 

plantas daninhas pode ser feita por meio de índices vegetativos contendo, principalmente, bandas próximas ao 

vermelho de borda (GAO et al., 2018). 

Para avaliar a viabilidade de sensores hiperespectrais distintos, Huang et al. (2016) utilizaram o sensor 

não-imageador ADS FieldSpec-2 Handheld (Malvern Panalytical, EUA) e o sensor imageador Pika II 
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(Resonon, EUA), o qual foi testado em condições de laboratório e de campo. Os resultados obtidos indicam 

altos níveis de acurácia na distinção de plantas daninhas e de plantas cultivadas, até mesmo quando o sensor 

foi utilizado em campo, acoplado a um trator, embora o sistema precise ser otimizado. 

A técnica de aprendizado ativa (active learning) é bastante utilizada no contexto de sensoriamento 

hiperespectral de plantas daninhas, justamente para buscar a total automação dos processos de coleta, análise 

e interpretação dos dados. Nesse cenário, pesquisas básicas também são necessárias, como a apresentada por 

Pantazi et al. (2016), que utilizaram um sistema de imageamento hiperespectral composto por um 

espectrógrafo de linha modelo V9 (Specim, Finlândia), combinado com uma câmera monocromática. As 

configurações do sistema são: faixa espectral de 435 a 834 nm, intervalo amostral variando de 1,5 a 5 nm, 

resultando em 200 bandas espectrais amostradas. Por meio dos algoritmos de aprendizagem, os autores 

concluíram que, assim como no exemplo citado acima, a distinção entre plantas de milho e plantas daninhas é 

feita com alta acurácia, mas a distinção das diferentes espécies de plantas daninhas não apresenta o mesmo 

grau de assertividade. 

 

5 SENSORES ATIVOS 

 

Dentre as vantagens dos sensores ativos, destaca-se a capacidade de realizar mensurações em qualquer 

momento, independentemente da hora do dia ou da estação do ano. Estes sensores podem ser utilizados para 

estudar a interação de diferentes objetos através da radiação em que os comprimentos de onda não são 

influenciados pela energia solar, como as micro-ondas, ou para controlar melhor a forma como se ilumina um 

objeto. 

No entanto, os sistemas ativos requerem a geração de uma grande quantidade de energia para iluminar 

adequadamente os alvos. As regiões do espectro mais empregadas pelos sensores remotos ativos são as micro-

ondas (3 a 25 cm) e o visível, e o infravermelho próximo (530 a 1.070 nm). Dentre os tipos mais comuns, na 

primeira região, encontram-se os radares de abertura sintética (Synthetic Aperture Radar - SAR) e, na segunda, 

os sensores LIDAR (Light Detection and Ranging) (NASA, 2020). 

O SAR é originário da tecnologia RADAR (Radio Detection and Ranging), um sistema de detecção 

utilizado em diversas áreas, como na aeronáutica e na meteorologia. Este sistema baseia-se na emissão e na 

recepção de pulsos de ondas eletromagnéticas (OEM) criados artificialmente. A partir do eco gerado pela 

interação dessas ondas com o terreno, ou com outros elementos, é possível extrair grande quantidade de 

informações, como medir distâncias, altitudes, direções e velocidade (RICHARDS, 2009). O SAR é um tipo 

de RADAR de visão lateral, que mede a distribuição espacial da reflectividade das micro-ondas emitidas na 

superfície iluminada. Além disso, transmite um pulso e mede o tempo e a intensidade do eco refletido que 

retorna para ele (i.e. medidas de amplitude e de fase). Nele, a relação entre a energia de micro-ondas incidente 

e a refletida captada pelo sensor, é denominada retrodispersão (MORAN et al., 2002). 

Devido a suas características e propriedades, a aquisição de dados SAR não é afetada pela presença de 

nuvens, névoa ou chuva e é, também, independente da iluminação solar. Aproximadamente dois terços da 

superfície terrestre estão, frequentemente, atrás das nuvens durante todo o ano. Isso também ocorre em áreas 

agrícolas na zona climática úmida e semiúmida, com recursos hídricos abundantes. Portanto, frequentemente, 

afetadas por condições climáticas adversas para a aplicação do sensoriamento remoto com sensores ópticos 

(LIU et al., 2019), fato que coloca os sensores SAR em vantagem. 

Essa vantagem pode ser vista, principalmente, onde as condições do solo, das culturas, ou das pragas 

mudam de maneira dinâmica, que requerem observações frequentes para rastrear seus desenvolvimentos e 

enfrentar os problemas fitossanitários. As imagens SAR são sensíveis às características dielétricas e 

geométricas das plantas e possuem certa capacidade de penetração que depende da frequência, sendo possível 

obter informações de debaixo da cobertura vegetal (BETBEDER; FIEUZAL; BAUP, 2016). 

As plataformas que estarão em operação em curto prazo, como SAOCOM-1 A/B (CONAE-Argentina) 

e RISAT-1/2 (NASA-EUA e ISRO-ÍNDIA), ampliarão fortemente a disponibilidade de dados desse tipo. Da 

mesma forma, a crescente disponibilidade de sensores LIDAR, tanto aerotransportados, como satélites (futura 

missão GEDI da NASA-EUA) e bi ou multiespectrais, juntamente com a desejada redução de custos desta 
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tecnologia, oferecem um futuro promissor para a caracterização e o monitoramento de cultivos agrícolas, 

incluindo suas condições fitossanitárias. 

O segundo tipo de sensor remoto ativo mais frequente baseia-se na emissão e na recepção de OEM 

que correspondem ao sensor visível e ao infravermelho próximo do espectro. O sistema sensor LIDAR 

funciona essencialmente segundo o princípio de medição do intervalo de tempo entre a emissão e a recepção 

de pulsos de luz LASER (Light Amplification by Stimulated Emission of Radiation). A medida de distância 

entre o sensor e o objeto-alvo é realizada através da multiplicação desse intervalo de tempo pela velocidade da 

luz. 

O número de trabalhos sobre a aplicação do sensoriamento remoto ativo, na caracterização e/ou no 

monitoramento de problemas fitossanitários (pragas, doenças e plantas daninhas), ainda é baixo (ZHANG et 

al., 2019). A maioria dos problemas fitossanitários desencadeia mecanismos de defesa nas plantas, que geram 

alteração ou redução do desenvolvimento vegetativo, causando a redução da quantidade de bioamassa, o índice 

de área foliar e/ou outros parâmetros associados ao dossel (AGRAWAL; KHAIRNAR, 2019). Sendo assim, a 

detecção remota de alterações no acúmulo de biomassa e na estrutura do dossel vegetal poderia servir como 

indicativo da ocorrência de problemas fitossanitários. 

A tecnologia LIDAR tem sido amplamente empregada no monitoramento com o objetivo de analisar 

as condições nutricionais e fitossanitárias de plantas de grande porte, como na fruticultura, no florestamento e 

matas nativas, inclusive para caracterização de substratos nos entornos de matas (JARRON, 2020). Além disso, 

com os últimos avanços que implementaram a capacidade do LIDAR para detectar a estrutura morfológica de 

dosséis, tornou-se possível realizar trabalhos nos quais se estudam a altura e a densidade da vegetação e, ainda, 

seu relacionamento com a quantidade de biomassa por unidade de área, mostrando, também, boas correlações 

com os índices espectrais, como o NDVI (Normalized Difference Vegetation Index) e o NDRE (Normalized 

Difference Red Edge) (EITEL et al., 2016; WALTER et al., 2019). Destaca-se que, no caso do LIDAR, os 

problemas fitossanitários poderiam ser estimados indiretamente a partir desses parâmetros agronômicos 

(INOUE; SAKAIYA; WANG, 2014; MCNAIRN; SHANG, 2016; CHAPARRO et al., 2018; LILIENTHAL; 

GERIGHAUSEN; SCHNUG, 2018). 

A interpretação de dados de RADAR obtidos em áreas agrícolas, tem demonstrado ser complexa, e os 

avanços têm sido lentos em comparação com sensores óticos (BOUMAN et al., 1999). Esta situação persiste 

até do presente momento, inclusive para a classificação e o monitoramento da fitossanidade de culturas 

agrícolas (MUTANGA et al., 2017; ZHANG et al., 2019). Em relação à caracterização e à parametrização de 

diferentes variáveis agronômicas a partir do emprego de dados de SAR, nos últimos anos, muito se avançou. 

Dessa forma, tornou-se possível a análise temporal de assinaturas de retrodispersão SAR em várias culturas. 

Também, foi possível a descoberta de altas correlações entre parâmetros de importância agrícola, tais como 

IAF, biomassa, fração absorvida da radiação fotossinteticamente ativa, conteúdo de água no de tecido, altura 

do cultivo, rendimento físico, entre outros. 

A respeito da detecção direta de pragas, existem antecedentes de radares terrestres convencionais, que 

são empregados para monitorar a migração de insetos em determinados períodos do ano, incluindo radares 

meteorológicos (DRAKE, 2002; POFFO et al., 2018). 

Wiseman et al. (2014) observaram diferenças na retrodispersão SAR na banda C entre áreas de soja, 

na mesma fase fenológica, devido às diferenças na densidade de semeadura e na biomassa total (R2=0,81). 

Esses resultados demonstram que este mesmo modelo poderia ser utilizado para detectar zonas afetadas por 

pragas e doenças fúngicas, que representariam menor retrodispersão SAR. 

No caso de áreas com a presença de plantas daninhas, a resposta retrodispersiva poderia ser maior, já 

que a biomassa destas, somada à dos cultivos, aumenta a dispersão volumétrica, como demonstrado por Oré 

et al. (2020) no cultivo de milho utilizando técnicas de interferometria diferencial (Differential SAR. 

Interferometry - DinSAR). Tanbém, o retroespalhamento da polarização, derivada do RADARSAT-2 cruzada, 

pode ser utilizado para determinar o estágio de desenvolvimento de grãos de milho. Para esta aplicação, a 

polarização cruzada (VH ou HV) também tem a vantagem de ser insensível à direção da fileira de sombra 

(MCNAIRN; SHANG, 2016). 

McNairn et al. (2014) citam que as bandas C e X do SAR são responsáveis pela identificação do 
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crescimento da canola, e caso seja possível determinar a umidade do solo durante o florescimento, é também 

possível determinar a suscetibilidade dessa cultura a fungos altamente sensíveis à acumulação de biomassa,  

possibilitando, assim, identificar o momento da floração e a transição até ao enchimento das vagens. Os 

mesmos autores encontraram que, para o cultivo do milho, a sensibilidade de alguns parâmetros polarimétricos 

das diferenças de altura do dossel e do IAF (R2=0,81) pode ser útil para avaliar o estado geral da planta e o 

risco de ocorrência de doenças. 

Assim como a LIDAR, a tecnologia SAR também apresenta bons desempenhos na caracterização de 

problemas associados à quebra de talos e ao tombamento das plantas. Han et al. (2017) mostraram que a 

retrodispersão SAR cruzada (VH) é sensível à altura da planta antes do tombamento, enquanto a soma VV 

(Vertical/Vertical) + VH (Vertical/Horizontal) representa a maior altura do dossel logo depois da ocorrência 

do problema. A diferença de altura antes e depois do tombamento, é utilizada para classificar o grau do 

problema em leve, moderado e severo. Isso possibilita a aplicação dessa tecnologia desde estudos do estado 

fitossanitário até ao emprego da informação na determinação de riscos agrícolas, passando por problemas 

climáticos, como a ocorrência de granizo, entre outros. 

Para o monitoramento das condições fitossanitárias das culturas, a repetitividade é a chave. Em regiões 

tropicais ou temperadas úmidas e semiúmidas, o levantamento de dados de sensoriamento remoto óptico é 

frequentemente prejudicado por uma cobertura de nuvens. O SAR pode adquirir informações com alta 

resolução devido à sua capacidade operativa, independentemente do clima. Por outro lado, em grande parte 

dos estudos, tem sido demonstrado que a integração de dados ópticos com SAR e LIDAR são uma boa 

alternativa, quando comparado ao emprego separado das duas ferramentas. O uso combinado pode ser 

realizado simultaneamente ou em diferentes momentos durante o crescimento e pode melhorar as estimativas 

das variáveis próprias dos cultivos (GAO et al., 2013; JOSHI et al., 2016; ZHANG et al., 2019). 

Radares entomológicos fornecem medidas de atividade de voo, volume e fluxo de populações de 

insetos. Ainda, alguns podem fornecer informações sobre a trajetória e, também, a identidade do inseto 

(DRAKE, 2002; DRAKE; REYNOLDS, 2012; DRAKE et al., 2017). Chapman et al. (2005) utilizaram um 

radar de observação vertical e estudaram a migração do besouro predador Notiophilus biguttatus (Duméril) 

(Coleoptera: Carabidae). 

A utilização de radares meteorológicos também é muito comum no monitoramento de populações de 

insetos. Porém, neste caso, são necessárias informações auxiliares da espécie monitorada, que são obtidas por 

observação visual, armadilhas ou radares entomológicos de observação vertical (HUPPOP et al., 2018). 

Outra forma utilizada no monitoramento de pragas é a radiotelemetria. Nesta técnica, um dispositivo 

que emite um sinal de rádio é afixado ao animal, que retorna o sinal para o radar com o dobro da frequência 

transmitida. Neste caso, o receptor, o radar harmônico, é ajustado para a frequência adequada (KISSLING et 

al., 2014). Essa tecnologia já foi utilizada no monitoramento de abelhas, na dispersão de borboletas e no 

monitoramento de pragas de importância agrícola (BEAUDOIN-OLLIVIER et al., 2003; CANT et al., 2005; 

LIHOREAU et al., 2012; FISCHER et al., 2014). 

 

6 AVANÇOS E DESAFIOS 
 

Com o aumento da pressão populacional em todo o mundo e a necessidade de aumento da produção 

agrícola, há uma necessidade definitiva de melhoria na gestão dos recursos agrícolas mundiais. Para fazer isso 

acontecer, primeiro é necessário obter dados não apenas sobre os tipos de recursos, mas também sobre a 

qualidade, a quantidade e a localização desses recursos. Assim, monitorar doenças e pragas de forma confiável, 

aceitável e eficiente, ao longo de extensas áreas, tornou-se muito importante para a avaliação e a gestão 

agrícola. 

O maior desafio para pesquisadores, novos ou experientes, de sensoriamento remoto é perceber o 

potencial dessa tecnologia como fonte útil de informações que podem ser usadas para decisões de manejo 

fitossanitário. Isso requer expansão e aprimoramento constantes de nossa base de conhecimento. Dessa forma, 

a comunidade cientifica tem a seguinte problemática: como unir características tão distintas e únicas dos 

sensores em um equipamento capaz de ser usado em campo, na grande abrangência de problemas 

fitossanitários, trazendo informações em tempo real? Um exemplo de dificuldade apresentada em alguns 
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trabalhos é a tentativa de correlação de dados multiescala, visando a utilização da riqueza de detalhes do 

sensoriamento hiperespectral, aliada à facilidade de operação e ao menor custo dos sensores multiespectrais. 

Por fim, espera-se que esta revisão dos avanços da pesquisa de ponta no monitoramento de doenças e 

pragas utilizando sensoriamento remoto, possa provocar novos pensamentos e promover o desenvolvimento 

de novas técnicas e metodologias. É possível, a multidisciplinariedade na pesquisa, responder questionamentos 

levantados pelo sensoriamento remoto e complementar estes com pesquisas mais robustas e complexas, 

visando evitar resultados falso-negativo ou falso-positivo? Para tanto, é indispensável o avanço da inter e 

multidisciplinariedade das pesquisas, no intuito de se extrair o máximo potencial das áreas correlatas da 

ciência, desde o nível de entendimento dos processos fisiológicos das plantas estressadas, até à análise e ao 

processamento dos dados, passando pelo desenvolvimento de sensores e de plataformas de coleta, 

proporcionando a otimização da aquisição de dados. 
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